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Motiváció és célkitűzés 

A mesterséges intelligencia tudományterületen belül az egyik legdinamikusabban 

fejlődő, és napjainkban egyre szélesebb körben hangsúlyt kapó terület a mesterséges 

neurális hálózatok világa. A terület fejlődése során egyre összetettebb és egyre 

komplexebb feladatok megoldására alkalmas hálózatok jelentek meg, melyek egyre 

nagyobb hatásfokkal képesek teljesíteni az adott feladat tekintetében. Az idő 

haladtával az elérhető számítási teljesítmény is fokozatosan növekszik. Ennek 

köszönhetően már nem jelent problémát sok rétegű, mély szerkezetű, magas 

paraméterszámú neurális hálózatok akár valós idejű használata sem. Ma már 

különféle gyakorlati alkalmazásokra, ipari felhasználási lehetőségekre talált a 

tudományterület. Ide sorolható az önvezető járművek világa is, amely napjaink egyik 

legnépszerűbb alkalmazási területe a mesterséges intelligenciának és számos más 

tudományterületnek egyaránt. 

Az önvezető járművek fejlesztésének tekintetében a mesterséges intelligencia és a 

neurális hálózatok gyakorlati alkalmazása több fronton megmutatkozik. Annak 

ellenére, hogy a neurális hálózatok, és e területen belül is elsődlegesen a konvolúciós 

neurális hálózat nagy népszerűségnek örvendenek, biztonsági kockázatot is 

magukban rejtenek. A konvolúciós neurális hálózatok különféle rétegekből épülnek 

fel, ahol minden rétegnek más-más szerepe van. Feladattól függetlenül általában a 

cél az, hogy a bemeneti, nagy mennyiségű adat alapján a hálózat képes legyen 

alacsonyabb szintű absztrakciót végrehajtani azokon. Osztályozási feladatok esetén 

teszi ezt olyan szinten, hogy a kimeneti oldalon már csak az egyes 

osztálykategóriákhoz tartozó neuronok szerepeljenek. Ebből látszik, hogy ilyen 

esetben akár meglehetősen magas szintű adategyszerűsítés történik. Az ilyen jellegű 

absztrakciónak mindig az a célja, hogy a bemeneti adat számottevő, lényegi részeit 

reprezentáló jellemzőket legyen képes felismerni, kiemelni a hálózat. Bevált 

megoldás úgynevezett összevonó rétegek (pooling layer) alkalmazása ilyen jellegű 
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feladatok esetén. [1][2] Az összevonó réteg csökkenti a bemeneti jellemzőtérkép 

méretét, az által, hogy a vizsgált területen a típusának megfelelő műveletet hajt 

végre. Több oka is van annak, hogy ilyen jellegű absztrakciós rétegeket 

alkalmazunk. A hálózatot transzláció invariánssá teszi. Ennek köszönhetően például 

objektum detektálási feladat esetén nem jelent problémát a hálózat számára, ha a 

felismerendő objektum helyzete változik a bemeneti képsíkon. Másrészt, a 

jellemzőtérkép méretének drasztikus csökkentésével arányosan csökken a hálózat 

paramétereinek száma, ezáltal a számítási komplexitása is. Ugyanakkor az 

összevonó réteg természetéből adódóan a bemeneti jellemzők jelentős részét 

elveszti, ami akár a hatékonyság és a megbízhatóság rovására is mehet. Ez pedig a 

konvolúciós neurális hálózatok egyik legjelentősebb problémája. 

A konvolúciós neurális hálózatok másik aktuális problémája, hogy az alacsony és 

magas szintű jellemzők közötti kapcsolatot nehezen képes felfedezni és egy 

rendszerben kezelni. Egyszerű példa erre, hogy ha egy osztályozó hálózatnak egy 

emberi arcot kell felismernie. Az alacsonyabb szintű jellemzőkért felelős rétegek 

képesek realizálni az emberi arc különböző komponenseit, úgymint szemek, fülek, 

orr vagy száj. Viszont a magasabb szintű jellemzőkért felelős rétegekben az egyes 

elemek közötti reláció nem alakul ki megfelelő módon. Azaz nincs tisztában például 

azzal, hogy az arc részei hogyan helyezkednek el egymáshoz képest. Emiatt 

lehetséges egy ilyen hálózat megtévesztése olyan, úgynevezett támadó mintával, ami 

ugyan tartalmazza az emberi arc tipikus összetevőit, de azok olyan kompozícióban 

jelennek meg a bemeneti képen, hogy emberi résztvevő számára egyértelműen 

meghatározható, hogy az nem arcot tartalmaz, csupán részleteit lehet nyomokban 

felfedezni. Ezt a jelenséget nevezzük Picasso-problémának. [3] 

Az olyan területeken, mint az önvezető járművek világa, ahol a rendszer 

meglehetősen magas biztonságkritikus szintet képvisel, nem megengedhető az, hogy 

a neurális hálózat teljesítménye ne érjen el egy elvárt minimális szintet, hiszen az 
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emberi, környezeti vagy gazdasági károkhoz vezethet. Ezt az elvárást azonban 

fenyegeti az összevonó rétegek alkalmazásából eredő adatredukció ténye, valamint 

az alacsony és a magas szintű jellemzők közötti kapcsolat kialakításának a hiányából 

fakadó megtéveszthetőség. A konvolúciós neurális hálózatok tárgyalt problémáinak 

kiküszöbölése céljából vezette be Geoffrey Hinton és kutatócsapata az úgynevezett 

kapszula hálózatok elméletét. A kapszula hálózat elméletéhez köthető első 

publikáció 2011-ben jelent meg. [4] Az elméletben rejlő lehetőségek bemutatásra 

kerültek, azonban ekkor még nem született meg az ilyen jellegű hálózatok 

tanításához szükséges mechanizmus. Erre 2017-ig kellett várni, amikor a dinamikus 

útválasztás algoritmus (dynamic routing algorithm) megjelenése lehetővé tette 

kapszula alapú hálózatok kialakítását és tanítását. [5][6] Azóta meglehetősen nagy 

érdeklődésnek örvend a terület és egyre szélesebb körben kerül alkalmazásra, 

folyamatosan gazdagszik új megoldásokkal. [7-12] 

Munkám során a kapszula hálózatok területén végeztem kutatásokat, a gépi látás 

témakörén történő alkalmazhatóság jegyében. A feldolgozandó adatok és a körüljárt 

problémakörök jellegét tekintve fontos szempont volt az önvezető járművek 

területén történő alkalmazhatóság szem előtt tartása. Ezért elsődlegesen vizuális 

adatok osztályozása, szegmentálása során, másodsorban térbeli pontfelhők 

rekonstrukciója tekintetében végeztem a vizsgálatokat, és igyekeztem új 

eredményekkel gazdagítani ezt a friss területet. 
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Kutatás során alkalmazott módszerek 

A kutatásom során a neurális hálózatok egy új alterületével, a kapszula hálózatok 

elméletével foglalkoztam. Munkám során az új elmélet gyakorlati 

alkalmazhatóságát vizsgáltam, elsődlegesen vizuális és térbeli adatok feldolgozása, 

úgymint osztályozása, szegmentálása vagy rekonstrukciója esetén. A kutatási 

eredményeimet klasszikus konvolúciós neurális hálózatok alapján készült 

módszerekkel, state-of-the-art megoldásokkal hasonlítottam össze, ami jól rávilágít 

a kapszula hálózatok jelenlegi helyzetére, teljesítményére és a terület nyújtotta 

lehetőségekre, aktuális kérdéseire. 

1. táblázat A kapszula és a neuron közötti főbb különbségek összehasonlítása 

  Kapszula Neuron 

Bemenet vektor: 𝑢𝑖 skalár: 𝑥𝑖 
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A kapszulát úgy tudjuk elképzelni, mint szorosan összetartozó neuronok csoportját, 

ahol egy adott jellemzőt, tulajdonságot a csoportba tartozó neuronok együttesen 

képesek definiálni. Tehát a fő különbség a neurális hálózathoz képest, hogy a 

számítás alapegysége skalárról vektorra változik, illetve ennek megfelelően a 

szükséges műveletek is módosulnak. Ezt foglalja össze az 1. táblázat, valamint egy 

kapszula felépítését az 1. ábra szemlélteti. 
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1. ábra Kapszula felépítése 

Geoffrey Hinton és kutatócsapata a kapszula hálózat elméletének kidolgozása során 

elsődlegesen vizuális osztályozási feladatok esetén vizsgálták a kapszula hálózatok 

hatékonyságát, ahol sikerült megmutatni, hogy az új elméletnek köszönhetően jobb 

hatásfok érhető el, mint az addigi legjobb konvolúciós neurális hálózat alapú 

megoldások esetén. Az általuk publikált hálózat felépítését szemlélteti a 2. ábra. 

 

2. ábra Kapszula hálózati architektúra 

Annak ellenére, hogy a kapszula alapú hálózatok elmélete magasabb hatékonysági 

fokot ígér és jobban adaptálódik a biológiai neurális hálózatok működéséhez, ennek 
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az elméletnek is léteznek árnyoldalai, valamint jelenlegi nyitott kérdései, még 

feltáratlan részterületei. 

A kapszula hálózatok jellemzően sokkal lassabbak, mint a konvolúciós neurális 

hálózatok, köszönhető ez az erős komplexitás-beli különbségnek. Ennek oka 

egyrészt, hogy az alapegység nem skalár, hanem tetszőleges dimenzió-számú vektor, 

ahol a vektortér mérete, valós gyakorlati feladatok esetén akár 16, 32 vagy még több 

dimenziós is lehet. Ez egyértelműen bonyolítja a számítást és növeli a számítás 

végrehajtásához szükséges időt vagy hardver kapacitást. 

A hagyományos konvolúciós neurális hálózatok regularizációs technikáiból eredő 

információ vesztés kivédését célzó dinamikus útválasztási algoritmus a másik 

tényezője annak, hogy a kapszula alapú hálózatok miért lassabbak. Ugyan az 

útválasztási algoritmus által meghatározott kapcsolati súlyértékeknek köszönhetően 

magas hatásfok érhető el, de a számítás jellege végett, mivel a pontosítás több 

iteráción keresztül és komplexebb adatokon zajlik, a számítási idő is jelentősen 

megnövekszik. 

A kapszula hálózatok, jellegüknél adódóan vektorokat szolgáltatnak kimenetként. 

Ezek a kimeneti vektorok jellemzően magas dimenzió számmal rendelkeznek. Az 

elmélet létrehozói például 16-dimenziós kimeneti vektorokat definiáltak, tehát 

minden osztály esetén 16 tulajdonság realizálja az osztályhoz tartozás 

valószínűségét. Ez a gyakorlatban azt jelenti, hogy egy konvolúciós neurális 

hálózathoz képesta kimenet mérete a 16-szorosára növekszik. Ha egy osztályozási 

feladat esetén 10 előre definiált osztály közül kell eldönteni, hogy a bemeneti 

vizsgált kép melyikhez tartozik, akkor konvolúciós neurális hálózat esetén a 

kimeneten 10 darab valós szám jelenik meg, melyek egy-egy valószínűségi értéket 

takarnak. Ellenben, a kapszula alapú hálózat esetén a kimenet 160 darab valós 

számot fog tartalmazni, tehát 16-szorosára nőtt a kimenet mérete. Emiatt olyan 

feladatok esetén, ahol a lehetséges osztályok száma egyébként is magas, nagy 
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mértékben megbonyolíthatja a kimenet generálását a kapszula alapú megoldás, ahol 

a végrehajtási idő elfogadhatatlan érték fölé emelkedhet. 

Az elmélet kidolgozói csak egy szűk területen, egyszerű osztályozási feladatok 

esetén vizsgálták a kapszula alapú hálózatok teljesítőképességét. Adódik a kérdés, 

hogy más jellegű feladatok esetén, például detektálás vagy szegmentálás, milyen 

hatékonysággal alkalmazhatók az új elmélet nyújtotta lehetőséget. Ezen felül 

célszerű megvizsgálni, hogy más összetételű adathalmazok esetén mekkora hatásfok 

érhető el a konvolúciós neurális hálózatokhoz képest. Ide érthető magasabb 

osztályszámú adatkészletek, vagy olyan alacsony osztályszámú minták, ahol a 

különféle osztályokba tartozó objektumok közötti eltérés szűk tartományon mozog. 

Célszerű megvizsgálni magasabb dimenziószámú adatokon is a kapszula hálózatok 

működését is. Érdekes lehet annak a vizsgálata, hogy 3-dimenziós adatokon, például 

térbeli pontfelhők esetén hogyan adaptálható a kapszula hálózatok elmélete és 

milyen eredmény érhető el más megoldásokhoz viszonyítva. 
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Tézisek 

Első tézis 

Kapszula alapú hálózatok esetén az egyes kapszula rétegek közötti, az információ 

áramlást szabályozó útválasztás együttható súlyértékeinek optimalizálásához új 

egyszerűsített iteratív dinamikus útválasztási algoritmust és hozzá kapcsolódó, a 

vektorok terén értelmezett aktivációs függvényt vezettem be. A vizsgált esetek 

tekintetében az általam javasolt megoldás hatékonyabb és gyorsabb módszernek 

bizonyult, mint az elmélet szerzői által bevezetett dinamikus útválasztás algoritmus. 

Az első tézist alátámasztó saját publikációk: [HJ1], [HJ2], [HJ3], [HJ4], [HJ5] 

A kapszula alapú hálózatok hatékonyságának egyik kulcskérdése az alacsonyabb és 

a magasabb rétegekben található kapszulák közötti kapcsolat súlyértékeinek a 

realizálása. Ennek köszönhetően az alacsonyabb szinten megjelenő jellemzők és a 

magasabb szintű jellemzők közötti kapcsolat, összetartozás kialakul a tanítási 

folyamat során. 

 

3. ábra Javasolt útválasztó algoritmus 
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Bár az elmélet szerzői által javasolt dinamikus útválasztás algoritmus nagyon 

hatékony és jó eredménnyel szolgál, a sebessége elmarad a konvolúciós neurális 

hálózatok esetén tapasztalhatókhoz képest, ami gátolja a kapszula hálózatok 

gyakorlati felhasználhatóságát, elterjedését. Ezért egy új, egyszerűsített iteratív 

útválasztó algoritmust javasoltam, valamint hozzá tartozó, a vektorok terén 

értelmezett aktivációs függvényt írtam fel, amely paraméterezhetőségének 

köszönhetően jobban adaptálódik a kívánt feladathoz. A javasolt algoritmus 

blokkvázlatát a 3. ábra mutatja. 

2. táblázat Mérési hibák összehasonlítása 

 MNIST F-MNIST S.NORB CIFAR10 SVHN GTSRB 

Sabour és 
társai 

0,45% 9,00% 11,15% 31,49% 8,05% 2,73% 

Saját 
megoldás 

𝟎, 𝟒𝟏% 𝟖, 𝟑𝟓% 𝟖, 𝟖𝟏% 𝟐𝟖, 𝟐𝟔% 𝟔, 𝟗𝟎% 𝟐, 𝟐𝟐% 

3. táblázat Visszahívás (recall) pontszám 

 MNIST F-MNIST S.NORB CIFAR10 SVHN GTSRB 

Sabour és 
társai 

0,9939 𝟎, 𝟗𝟏𝟓𝟗 0,9056 0,6790 0,8958 0,9513 

Saját 

megoldás 
𝟎, 𝟗𝟗𝟒𝟖 0,9124 𝟎, 𝟗𝟏𝟑𝟖 𝟎, 𝟔𝟗𝟐𝟓 𝟎, 𝟗𝟎𝟏𝟐 𝟎, 𝟗𝟓𝟏𝟗 

4. táblázat Dice pontszám 

 MNIST F-MNIST S.NORB CIFAR10 SVHN GTSRB 

Sabour és 

társai 
0,9940 𝟎, 𝟗𝟏𝟓𝟑 0,9052 0,6748 0,9012 0,9576 

Saját 

megoldás 
𝟎, 𝟗𝟗𝟒𝟗 0,9118 𝟎, 𝟗𝟏𝟑𝟏 𝟎, 𝟔𝟖𝟖𝟐 𝟎, 𝟗𝟎𝟒𝟔 𝟎, 𝟗𝟓𝟕𝟔 

5. táblázat F1-pontszám 

 MNIST F-MNIST S.NORB CIFAR10 SVHN GTSRB 

Sabour és 

társai 
0,9940 𝟎, 𝟗𝟏𝟓𝟗 0,9056 0,6790 0,9084 0,9711 

Saját 

megoldás 
𝟎, 𝟗𝟗𝟒𝟗 0,9124 𝟎, 𝟗𝟏𝟑𝟖 𝟎, 𝟔𝟗𝟐𝟓 𝟎, 𝟗𝟏𝟐𝟐 𝟎, 𝟗𝟕𝟐𝟕 
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A bevezetett útválasztó algoritmus hatékonyságát több különféle és jellegében eltérő 

adatkészlet esetén hasonlítottam össze a dinamikus útválasztás algoritmussal. A 

mérési eredményeimet a 2-5. táblázatok foglalják össze, ahol a tesztelés során mért 

különféle mérőszámok eredménye láthatók. 

 

4. ábra Végrehajtási idő a különféle adatkészleteken 

Fontos szempont volt, hogy az algoritmus ne csak hatékonyságát tekintve teljesítsen 

jól, de képes legyen jobb sebesség elérésére. Ezért a méréseket garantáltan 

ugyanolyan körülmények között végeztem el, így a számítási idők alapján jól látható 

a komplexitás-beli különbség, melyet a 4. ábra szemléltet. 

Második tézis 

Neurális hálózatok tanító adatkészletét célzó, gradiens alapú zajterheléses támadási 

módszerek nagy hatásfokkal képesek rontani a konvolúciós neurális hálózatok 

hatékonyságán. Megmutattam, hogy különféle korszerű támadási módszerek 

alkalmazása esetén a kapszula hálózatok osztályozási hatékonysága kisebb 

mértékben romlik, mint a vizsgált state-of-the-art konvolúciós neurális hálózatok 

esetén. 

A második tézist alátámasztó saját publikációk: [HJ6], [HJ7], [HJ8], [HJ9] 
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A konvolúciós neurális hálózatok egyik fontos problémája, a hálózatok 

megtéveszthetősége, becsaphatósága. Napjainkban egyre szélesebb körben jelenik 

meg a neurális hálózatok valós gyakorlatban történő alkalmazása, ahol bizonyos 

esetekben a rendszer tévedésének minimalizálása kritikus, vagy a megtévesztése 

nem megengedhető következményekkel járna. Ezért különösen fontos a hálózatok 

tévedhetőségének a vizsgálata. Kutatásaim során megmutattam, hogy a kapszula 

hálózatok elmélete szerint kialakított rendszerek nagyságrenddel jobb ellenállóságot 

mutatnak a gradiens alapú zajterheléses támadási megoldásokkal szemben. 

Kutatásom során state-of-the-art jellegű konvolúciós neurális hálózatok 

hatékonysága és a kapszula hálózatok hatékonysága közötti különbségre 

világítottam rá, különféle támadási módszerek alkalmazása során. A kapszula 

hálózatok területén az elmélet kidolgozói által javasolt dinamikus útválasztás 

algoritmus, valamint az általam bevezetett egyszerűsített iteratív útválasztás közötti 

különbség is látható. Ezeket, különféle mérőszámok mentén, a 6-9. táblázatok 

összegzik. 

6. táblázat Mért hatékonyságok a támadási módszerek esetén 

 - FGSM FFGSM TPGD 

SimpleCNN 0,9999 
0,2521 

(−74,79%) 
0,2494 

(−75,05%) 
0,5743 

(−42,56%) 

Wide-ResNet 𝟏, 𝟎𝟎𝟎𝟎 
0,2294 

(−77,06%) 
0,1763 

(−82,37%) 
0,4057 

(−59,43%) 

CapsNet 0,9991 
0,7324 

(−26,70%) 
𝟎, 𝟔𝟓𝟎𝟒 

(−𝟑𝟒, 𝟗𝟎%) 
0,6822 

(−31,72%) 

CapsNet (saját) 0,9993 
𝟎, 𝟕𝟗𝟒𝟏 

(−𝟐𝟎, 𝟓𝟑%) 
0,6280 

(−37,16%) 
𝟎, 𝟖𝟑𝟒𝟔 

(−𝟏𝟔, 𝟒𝟖%) 
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7. táblázat F1-pontszám 

 - FGSM FFGSM TPGD 

SimpleCNN 𝟎, 𝟗𝟗𝟗𝟒 0,4183 0,1683 0,6191 

Wide-ResNet 0,9987 0,2738 0,1981 0,5280 

CapsNet 0,9973 0,6086 0,7626 0,4793 

CapsNet (saját) 0,9955 𝟎, 𝟕𝟓𝟖𝟕 𝟎, 𝟕𝟗𝟔𝟗 𝟎, 𝟖𝟑𝟖𝟓 

8. táblázat Pontosság (precision) pontszám 

 - FGSM FFGSM TPGD 

SimpleCNN 𝟎, 𝟗𝟗𝟖𝟕 0,3536 0,1390 0,5541 

Wide-ResNet 0,9985 0,1757 0,1264 0,3793 

CapsNet 0,9956 0,5153 0,7135 0,4114 

CapsNet (saját) 0,9944 𝟎, 𝟕𝟎𝟔𝟐 𝟎, 𝟕𝟔𝟔𝟖 𝟎, 𝟖𝟏𝟑𝟖 

9. táblázat Visszahívás (recall) pontszám 

 - FGSM FFGSM TPGD 

SimpleCNN 𝟎, 𝟗𝟗𝟖𝟗 0,3858 0,1549 0,5841 

Wide-ResNet 0,9986 0,2538 0,1962 0,5045 

CapsNet 0,9956 0,5711 0,7273 0,4568 

CapsNet (saját) 0,9944 𝟎, 𝟕𝟐𝟔𝟖 𝟎, 𝟕𝟔𝟗𝟒 𝟎, 𝟖𝟏𝟒𝟔 

 

Az 5. ábra a tanítási folyamat során mért hatékonyságokat mutatja, ahol a különbség 

szemmel látható. Támadás nélkül minden megoldás jól teljesít, a különbségek 

elenyészőek. A támadási módszerek esetén a neurális hálózat alapú megoldások 

hatékonysága elmarad a kapszula alapú megoldással szemben. 
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5. ábra Hatékonyságok a támadási módszerek esetén 

Harmadik tézis 

Kapszula hálózatok elméletén alapuló szegmentáló hálózatokat valósítottam meg. 

Megmutattam, hogy számítógéppel generált virtuális tanítóminták esetén a U-Net és 

PSP Net kapszula hálózatok a vizsgált esetekben több, mint 95%-os hatékonyságot 

képesek elérni, ami lehetővé teszi a gyakorlati alkalmazásukat. Rávilágítottam, hogy 

FCN alapú kapszula hálózat hatékonysága a virtuális minták növelésével javítható. 

Így a kapszula hálózatok elmélete alkalmazható olyan esetben, amikor rendelkezésre 

álló valós tanítóminták száma korlátozott. 
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A harmadik tézist alátámasztó saját publikációk: [HJ10], [HJ11], [HJ12], [HJ13], 

[HJ14] 

A kapszula hálózatok elméletét elsődlegesen objektum osztályozási feladatokra 

hozták létre és vizsgálták meg a hatékonyságát ilyen jellegű konvolúciós neurális 

hálózatokhoz viszonyítva. Kutatásom során az elméletet szegmentálási feladat 

esetén alkalmaztam, ahol egy speciális esetben, úgynevezett virtuális adatkészletek 

alkalmazása során mutattam meg a kapszula hálózatokkal elérhető teljesítményt. 

Ebben az megközelítésben a tanítás során nem csak valós, hanem számítógéppel 

generált virtuális mintákon történik a hálózatok kiképzése. Mindez hasznos olyan 

feladatok esetén, amikor nem áll rendelkezésre kellő mennyiségű tanítóminta. A 

kialakított adatkészletek összetételét a 10. táblázat foglalja össze. Három eltérő és 

jól bevált neurális hálózati architektúrát alakítottam át a kapszula hálózatok elmélete 

alapján, majd végeztem méréseket a létrehozott adatkészletek felhasználásával. 

10. táblázat Létrehozott adatkészletek összetétele 

Adatkészlet neve 
Tanítókészlet Tesztkészlet 

Virtuális minták Valós minták Virtuális minták Valós minták 

𝐴 0 500 0 125 

𝐵 500 500 0 250 

𝐶 1500 500 0 500 

𝐷 1500 1000 0 625 

𝐸 1500 1500 0 750 
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6. ábra Szegmentálás hatékonysága a különféle adatkészleteken 

A tanítás során elért hatékonyságot a 6. ábra, az adatkészletenként elért legjobb 

eredményeket a 7. ábra szemlélteti. Látható, hogy több esetben sikerült megmutatni, 

hogy a kapszula hálózatok elmélete alkalmas ilyen feladatok végrehajtására. 

 

7. ábra Legjobb hatékonyságok változása az adatkészleteken 
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Negyedik tézis 

Pontfelhők rekonstrukciójára képes kapszula alapú autoenkóder hálózatot 

valósítottam meg és hasonlítottam össze konvolúciós neurális hálózat alapú 

megoldásokkal. Megmutattam, hogy a kapszula hálózatok elmélete alkalmazható 

térbeli adatok feldolgozása során. A vizsgálatok döntő többségében a kapszula alapú 

megoldás hatékonyabb, mint a konvolúciós neurális hálózatok, valamint az esetek 

több, mint harmada esetén a kapszula alapú megoldással jobb hatékonyság érhető 

el kevesebb tanítási idővel. 

A negyedik tézist alátámasztó saját publikációk: [HJ15], [HJ16], [HJ17], [HJ18] 

A kapszula hálózatok elméletét alkalmaztam térbeli adatok, pontfelhők feldolgozása 

során, ahol azt vizsgáltam a kutatásom során, hogy ilyen jellegű megoldással milyen 

hatásfok érhető el 3-dimenziós adatok rekonstrukciója esetén. Ehhez javasoltam egy 

kapszula alapú dekóder hálózatot, ami tetszőleges enkóder hálózattal ötvözve képes 

rekonstrukciós feladatok végrehajtására. Az általam kialakított kapszula alapú 

dekóder hálózatot a 8. ábra mutatja be. 

 

8. ábra Javasolt kapszula dekóder hálózat 
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11. táblázat Rekonstrukció mérési hibája (forgatás nélkül) 

 ModelNet10 ModelNet40 Shapenet16 ShapeNet55 

Achlioptas és tsai 3,7346 3,2378 2.7896 3,0954 

Saját megoldás 𝟐, 𝟒𝟗𝟑𝟔 𝟐, 𝟕𝟓𝟎𝟎 𝟏, 𝟗𝟒𝟗𝟎 𝟐, 𝟐𝟒𝟔𝟓 

Yang és tsai 2,3230 2,5099 1,6566 2,0187 

Saját megoldás 𝟏, 𝟕𝟐𝟒𝟒 𝟐, 𝟐𝟒𝟖𝟔 𝟏, 𝟔𝟎𝟏𝟒 𝟏, 𝟗𝟓𝟑𝟏 

Pang és tsai 1,8104 1,2012 1,4819 1,6082 

Saját megoldás 𝟏, 𝟕𝟔𝟐𝟓 1,4882 𝟏, 𝟐𝟎𝟎𝟗 1,7708 

A mérések során több state-of-the-art autoenkóder hálózattal hasonlítottam össze az 

általam javasolt kapszula alapú megoldást. A mérési eredményeket az 11. és a 12. 

táblázatok foglalják össze. Előbbi esetben a bemeneti pontfelhőn transzformációt 

nem hajtottam végre, utóbbi során véletlenszerű forgatásokat eszközöltem, ezzel 

komplexebb esetben is feltárva a hatékonyságokat. A mérési eredmények is 

alátámasztják a megoldásom hatékonyságát, ahol a vizsgált esetek több, mint 70%-

a esetén nagyobb hatékonyságot mutatott a kapszula alapú megoldásom. 

12. táblázat Rekonstrukció mérési hibája (forgatással) 

 ModelNet10 ModelNet40 Shapenet16 ShapeNet55 

Achlioptas és tsai  6,2518 5,3737 3,7729 3,8842 

Saját megoldás 𝟒, 𝟕𝟕𝟐𝟔 𝟒, 𝟑𝟏𝟕𝟖 𝟑, 𝟎𝟏𝟓𝟖 𝟑, 𝟓𝟕𝟖𝟏 

Yang és tsai 4,0988 𝟑, 𝟑𝟐𝟒𝟎 𝟐, 𝟓𝟓𝟕𝟓 2,7561 

Saját megoldás 𝟒, 𝟎𝟗𝟕𝟗 3,8986 3,0966 𝟐, 𝟓𝟗𝟔𝟔 

Pang és tsai 𝟑, 𝟓𝟕𝟗𝟑 𝟐, 𝟐𝟒𝟒𝟎 1,8911 𝟏, 𝟕𝟔𝟒𝟕 

Saját megoldás 3,5935 2,5450 𝟏, 𝟕𝟕𝟔𝟎 2,2420 

A kutatás során megvizsgáltam a hálózatok komplexitását is, amire jó mérőszám a 

tanítási folyamat során mért végrehajtási idő. Ezeket a 9. ábra mutatja, ahol látható, 

hogy a három esetből kettőnél, a két legkomplexebb neurális hálózat esetén, a 

kapszula alapú megvalósításom gyorsabban teljesített. Így az esetek 37,5%-a esetén 

az általam bevezetett megoldás nem csak jobb, de rövidebb tanulási idővel képes azt 

elérni. 
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9. ábra Tanítási idő a különféle hálózatok esetén 
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Konklúzió 

Doktori értekezésemben a kapszula hálózatok elméletének kutatásával, gyakorlati 

alkalmazhatóságával foglalkoztam. Összefoglaltam a konvolúciós neurális 

hálózatok aktuális problémáit, melynek nyomán a kapszula hálózatok elmélete 

megszülethetett. Részleteztem az új elméleti megközelítés megértéséhez szükséges 

tágabb háttérismeretet. Kutatómunkám eredményeként 4 tézist fogalmaztam meg, 

melyekkel a kapszula hálózatok területét szeretném gazdagítani. Javaslatot tettem 

egy egyszerűsített iteratív útválasztó algoritmus és a vektorok terén értelmezett 

paraméterezhető aktivációs függvényre. A bevezetett módszerrel, a mérési 

eredmények alapján, sikerült hatékonyabb és gyorsabb megoldást javasolnom, mint 

az elmélet szerzői. Megmutattam, hogy gradiens alapú zajterheléses támadási 

módszerek esetén kapszula alapú megoldások jobban teljesítenek, mint a korszerű 

konvolúciós neurális hálózatok. Így biztonságkritikus rendszerek esetén célszerű 

kapszula rétegek alkalmazásával növelni a rendszer robusztusságát. Rávilágítottam, 

hogy kapszula hálózatok elmélete alapján módosított szegmentáló neurális 

hálózatok kellő hatékonyságot képesek elérni virtuális adatkészleteken történő 

tanítás során. Így jól alkalmazhatók olyan szituációban, amikor a feladat jellegéből 

adódóan tanítóminta csak korlátozottan férhető hozzá. Végül megkonstruáltam egy 

kapszula alapú dekóder hálózatot, amely képes térbeli pontfelhők esetén hatékony 

rekonstrukciós feladatot végrehajtani, a bemutatott esetek jelentős részében jobb 

teljesítménnyel és gyorsabban, mint a vizsgált korszerű neurális hálózatok. A 

téziseimben megfogalmazott, a kutatómunkám során elért eredményeket korszerű, 

több esetben state-of-the-art megvalósításokkal hasonlítottam össze, különféle 

szempontok szerint. A mérési eredmények alátámasztják, hogy a kapszula hálózatok 

sok potenciált rejtenek magukban és érdemes kiemelt hangsúlyt fektetni a területre. 

Az általam javasolt megoldások, a mérési eredményeken alapuló összehasonlító 

elemzések alapján, a vizsgált esetek tekintetében hatékony és több esetben jobb 

megoldást jelentenek, mint a konvolúciós hálózat alapú megvalósítások. 
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